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Sztuczne Sieci Neuronowe

Dr Zdzistaw Stggowski
Wydziat Fizyki i Techniki Jadrowej, AGH

Wstep

W artykule tym chciatbym przyblizy¢ czytelnikowi pojecie ,,Sztuczne Sieci
Neuronowe” (w skrécie SSN). Pojecie to nie powinno by¢ obce osobom interesujacym si¢ lub
studiujacym informatyke. Poznajac blizej SSN bedziemy dysponowa¢ metod¢ do rozwiazania
zagadnien, z ktérymi inne metody nie radza sobie. Ponadto SSN naleza do grupy pojec z
zakresu Sztucznej Inteligencji, co w stosunku do pogody a zwlaszcza polityki daje znacznie
ciekawszy temat do rozmowy towarzyskiej.

Realizacja SSN na klasycznym komputerze to wygenerowanie kilku macierzy o
okreslonych wymiarach a nastgpnie iteracyjna zmiana wartosci elementéw tych macierzy
wedlug okreslonego algorytmu i zadanej funkcji celu. Korzystajac z gotowych pakietéw do
projektowania i uczenia SSN wystarczy napisa¢ kilka linijek programu, aby zaprojektowac i
nauczyc¢ taka sie¢. Wyglada to tak prosto, Ze nie pozostaje nic innego jak zobaczy¢, co to sa te
SSN i jak je mozna praktycznie realizowac. Przed przystapieniem do opisu SSN pozwolg
sobie na jeszcze dwa akapity w ramach wstepu.

Z duza satysfakcja nalezy podkresli¢ fakt, ze pionierem zastosowan i promocji SSN w
Polsce byt i jest Prof. Ryszard Tadeusiewicz, obecny Rektor naszej uczelni. W roku 1993
wydal pierwsza ksiazke w Polsce na temat SSN pt. ,,Sieci neuronowe” a w roku 1999 ukazata
si¢ jego ksiazka pt. ,Elementarne wprowadzenie do techniki sieci neuronowych z
przyktadowymi programami”.

Czgsto stosowanym sposobem ukazania popularno$ci i powszechnosci zastosowan
SSN jest podawanie listy dziedzin nauki i techniki gdzie sa one stosowane. Obecnie
zastosowania te sa tak szerokie, ze lista taka bytaby nudng lektura dla czytelnika. Dla
ukazania powszechno$ci zastosowan SSN mozna wykorzysta¢ prawo popytu i podazy. O tym
jak duzy jest popyt na oprogramowanie SSN $wiadczy fakt, ze wigkszos¢ znaczacych firm
produkujacych programy obliczeniowe oferuje wydzielone pakiety do projektowania SSN i
ich stosowania. Z powszechnie znanych programéw obliczeniowych mozna tutaj wymienic¢

pakiet STATISTICA i MATLAB. Innym bezspornym dowodem efektywnos$ci zastosowan



SSN jest fakt zatrudniania w znaczacych firmach zbrojeniowych, co najmniej

kilkudziesigcioosobowych zespotéw pracujacych w tematyce sztucznej inteligencji.

Moézg jako pierwowzor SSN

Kazdy opis dziatania SSN zaczyna si¢ od opisu ukladu nerwowego czlowieka a
zwlaszcza jego moézgu, oczywiscie w stopniu, w jaki te zagadnienia sa nam znane w chwili
obecnej. Mdzg sklada si¢ z komérek nerwowych, ktérych liczba wynosi okoto stu miliardéw

(10'"). Budowa pojedynczej komorki przedstawiona jest na Rys. 1.
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Rys. 1. Przyblizony wyglad komdrki nerwowej

W mézgu komérki te poprzez akson, dendryty i synapsy potaczone sa ze soba tworzac
rozbudowang sie¢. O jej ztozonosci moze $wiadczy¢ fakt, ze niektére komorki posiadaja do
tysigca potaczen z innymi komoérkami. Zadaniem takiej komorki, oprécz podtrzymywania
czynnosci zyciowych, jest odbieranie, przetwarzanie i przekazywanie informacji oraz jej
zapamigtywanie. Poniewaz na sposéb przetworzenia informacji wptywa stan pamigci a stan
ten zalezy od wczesniejszych informacji, dziatanie mézgu ma charakter dynamiczny. Prostym
przykladem tej dynamiki, jest nasze zachowanie i sposob rozmowy z osoba, ktéra spotykamy
po raz pierwszy (brak jakichkolwiek informacji w pamigci na temat tej osoby) i juz odmienne
zachowanie przy kolejnych spotkaniach, kiedy posiadamy coraz wigcej informacji w pamigci
o tej osobie. Nie wnikajac w szczegély, procesy informatyczne w sieci neuronowej mézgu
maja charakter proceséw elektro-chemiczno-biologicznych. Jedna z istotnych cech
przekazywania informacji pomig¢dzy neuronami jest stosunkowo dlugi czas trwania takiego
procesu, ktory jest rzgdu milisekund. Pomimo tego nasz mdzg dziata cz¢sto znacznie szybciej

od klasycznego komputera, gdzie czasy przetwarzania informacji sa o kilka rzedow wielkosci



krétsze. Przyktadem tego jest rozpoznawanie osoby ze zdjgcia. Ta umiejetnos¢ jest wynikiem
réwnoleglego charakteru przetwarzania informacji w sieci neuronowej oraz analizowaniu nie
wszystkich informacji wystgpujacych w obrazie, lecz jego istotnych, wyrdzniajacych go cech.
Druga istotna cecha sieci neuronowej mézgu jest rozproszenie pamigci danej informacji. W
klasycznym komputerze dana informacja pamigtana jest w $cisle okreslonym miejscu, co przy
fizycznym uszkodzeniu tego miejsca powoduje catkowita jej utratg. W mézgu dana
informacja jest rozproszona w réznych komorkach, dzigki czemu uszkodzenie komorki a
nawet pewnej grupy komoérek nie powoduje utraty informacji. Ta cecha byta prawdopodobnie
gléwnym powodem, ze natura wybrata dla nas taka budowe i drogg rozwoju naszego méozgu.
Zagadnienie pamigci nie jest jeszcze do konca rozpoznane, ale o stanie pamigci decyduja
réwniez polaczenia pomigdzy komoérkami. Komérki mézgu oraz ich podstawowa struktura
polaczen powstaje w okresie ptodowym. W okresie naszego zycia komorki zaczynaja
obumiera¢. Niedawno odkryto, ze w ciagu calego czasu zycia tworzone sa nowe potaczenia
pomiedzy komoérkami, czyli struktura sieci posiada réwniez charakter dynamiczny. Nalezy
tutaj zaznaczy¢, ze te dynamiczne zmiany zaleza w duzym stopniu od intensywnoSci
uzywania naszego moézgu. Oznacza to mozliwo$¢ pozostania w doskonalej formie
intelektualnej do kofca naszego fizycznego zycia, jezeli intensywnie bedziemy si¢
postugiwa¢ naszym mézgiem w ciagu catego czasu, jaki jest nam dany do przezycia.

Aby pozna¢ i opisa¢ dzialanie naszego mdzgu nalezy odpowiedzie¢ na pytanie, czy
ztozono$¢ dziatania naszego umystu wynika ze zlozono$ci proceséw zapamigtywania i
przetwarzania informacji zachodzacych w komédrce nerwowej, czy te procesy od strony
informatycznej sa stosunkowo proste natomiast cata finezja dziatania mézgu zawarta jest w
liczebnosci sieci 1 strukturze jej potaczen? Proba odpowiedzi na to pytanie i ewentualna
mozliwos¢ pelnego opisu dzialania naszego mézgu generuje znacznie szersze pytanie natury
filozoficznej. Czy uklad (np. czlowiek) jest w stanie sam siebie dokladnie poznac i opisac?

Prywatnie mam nadziejg, ze odpowiedz na to pytanie brzmi NIE.

Model komérki nerwowej

Na wstegpie nalezy zaznaczy¢, ze celem sztucznych sieci neuronowych jest
zamodelowanie uktadéw bazujacych na strukturze naturalnych sieci neuronowych w celu
rozwigzywania problemdéw, w ktérych inne modele i algorytmy nie daja zadawalajacych
wynikéw. Celem SSN nie jest badanie zachowania naturalnych sieci nerwowych, natomiast
istnieje  oczywiScie sprzgzenie zwrotne pozwalajace na przenoszenie pewnych

obserwowanych zachowan SSN na zachowanie naturalnych sieci.



Model sztucznego neuronu przedstawiony jest na Rys. 2. Na neuron taki podajemy
wektor wejsciowy X (czyli wartos$ci x; ..... x,) 1 po jego przetworzeniu otrzymujemy ha
wyjsciu warto$¢ y. Podstawowymi elementami neuronu sa wartosci wag w, funkcja
wewngtrznego przetwarzania i funkcja aktywacji. Warto$¢ sygnatu wyjsciowego z neuronu

obliczana jest w dwu etapach.
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Rys. 2. Model neuronu

W pierwszym etapie sygnaly wejSciowe x przemnazane sa przez odpowiadajace im
wagi w 1 poddawane zadanej funkcji. Etap ten nazywany jest funkcja wewngtrznego
przetwarzania i w praktyce jest to najczesciej funkcja sumowania (iloczyn skalarny wektora X
i W), natomiast mozna tam realizowa¢ dowolne inne funkcje takie jak: iloczyn, maksimum,
minimum itp. W drugim etapie wynik funkcji wewngtrznego przetwarzania e podlega
dzialaniu okreslonej funkcji wejsScia-wyjscia zwanej w tym przypadku funkcja aktywacji ¢.
Ostatecznie dla pojedynczego neuronu sygnal wyjsciowy y wyliczany jest z nastgpujacej

zaleznosci:

y=¢ ;fof =p(WeX) (1)

gdzie:
X - wektor danych wejsciowych
W - wektor wag
¢ - funkcja aktywacji
y - sygnal wyjsciowy

W praktyce stosowane sg funkcje aktywacji przedstawione na Rys.3.
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Rys.3. Cztery podstawowe rodzaje funkcji aktywacji stosowane w SSN
Sztuczne Sieci Neuronowe

Ze wzgledu na topologig najczesciej w praktyce stosowane sg sieci wielowarstwowe.

W takiej sieci rozrézniamy warstwe wejsciowa, warstwy ukryte i warstwe wyjsciowa (Rys.4).
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Rys. 4. Sieé¢ tréjwarstwowa o potqczeniach zupetnych

z jednokierunkowym przeptywem sygnatu

Potaczenia migdzy warstwami moga mie¢ rézna strukturg, lecz zazwyczj sa to

polaczenia zupelne, co oznacza, ze kazdy neuron danej warstwy polaczony jest ze wszystkimi



neuronami warstwy po niej nast¢pujacej. W tego typu sieci przeptyw sygnatu ma charakter

jednokierunkowy. Matematycznie funkcj¢ realizowana przez taka sie¢ mozemy zapisac:

Y = (Dwy {WWy ° ¢ukr [Wukr ° (Dwe (Wwe ¢ X )]} (2)
gdzie:

X - wektor danych wejsciowych
W - macierz wag dla odpowiedniej warstwy
@ - funkcja aktywacji dla odpowiedniej warstwy

Y - wektor danych wyjsciowych

Celem dziatania takiej sieci jest realizacja okreslonej funkcji, czyli uzyskanie zadanej
odpowiedzi przy zadanych wielko$ciach wejsciowych. Cel ten uzyskuje si¢ poprzez proces
uczenia sieci, czyli odpowiednia zmian¢ wartosci wag neuronéw. Jedna z podstawowych
metod uczenia jest tak zwana metoda z nauczycielem (uczenie nadzorowane). W metodzie tej
algorytm uczenia polega na przedstawieniu sieci zbioru uczacego, skladajacego si¢ z danych
wejsciowych X i odpowiadajacego mu danych wyjsciowych Z. Zbiér danych wej$ciowych
przetwarzany jest przez sie¢ a uzyskany wynik Y poréwnywany jest z posiadanymi danymi
wyjsciowymi Z. Roéznica pomigdzy warto$ciami ¥ i Z stanowi podstawowy parametr do
zmian warto$ci wag neurondw tak, aby osiagna¢ minimum funkcji kryterialnej, ktéra
standardowo stanowi suma kwadratéw réznic pomigdzy wartosciami Y i Z. Podstawowa
metoda minimalizacji funkcji kryterialnej jest gradientowa metoda najwigkszego spadku, z
ktérej otrzymujemy zalezno$¢ na zmiang wartosci wag w kolejnych krokach iteracji zwana
regulq delta. Regul¢ ta mozna bezposrednio stosowaé dla sieci jednowarstwowych. W
przypadku sieci wielowarstwowych, kiedy sygnal z pierwszej warstwy nie jest sygnalem
koncowym, konieczne bylo wprowadzenie dodatkowego algorytmu pozwalajacego na
réwnoczesng zmiang wag neuronéw we wszystkich warstwach. Algorytm taki ze wzglgdu na
jego dziatanie, czyli rzutowanie biedu z danej warstwy na warstwg poprzedzajaca, zostal
nazwany metoda wstecznej propagacji btedu. Metoda ta zostata opublikowana w roku 1985 i
data poczatek bardzo dynamicznemu rozwojowi prac zwigzanych ze SSN oraz ich
zastosowaniem.

W przypadku SSN proces programowania to nie tylko etap konstruowania sieci, lecz
w gléwnej mierze etap uczenia i ewentualnie kolejne etapy douczania sieci. Istnieje tutaj
pickna 1 nieprzypadkowa analogia do naszego zycia. Do czasu, kiedy podejmiemy

intelektualnie istotng prace zawodowa musimy przej$¢ przez kolejne etapy edukacji, czyli:



przedszkole, szkot¢ podstawowaq, gimnazjum, liceum, studia a potem w pracy Bdog wie ile
szkolen i kursow.

Metoda wstecznej propagacji btedu byta pierwsza metoda pozwalajaca na uczenie
sieci wielowarstwowych. W przypadku sieci liczebnie rozbudowanych metoda ta jest
stosunkowo wolna. Pomimo wprowadzenia do tej metody elementéw przyspieszajacych
proces uczenia, takich jak metoda momentum czy adaptacyjna zmiang wspdiczynnika
uczacego, nadal poszukiwano i poszukuje si¢ szybszych algorytméw uczacych. Przyktadowo
w nowym pakiecie MATLABa do SSN pojawity si¢ nowe szybkie algorytmy uczace takie
jak: wsteczna propagacja Levenberga-Marquardta, sprzezona wsteczna propagacja Powella-
Beala i jeszcze kilka innych. Przepraszam, ze uzywam tutaj poj¢¢, ktore nie sa odpowiednio
wyjasnione, ale w tym miejscu chciatem pokaza¢ jak dynamicznie prowadzone sa prace nad

rozwojem SSN.

Realizacja SSN w MATLAB-ie

Korzystajac z gotowych pakietéw to w chwili obecnej projektowanie i uczenie SSN
ogranicza si¢ to do napisanie kilku linijek programu. Pokazg to na przykladzie pakietu Neural
Network Toolbox pracujacego w srodowisku MATLABa. Wybo6r ten wynika z dwu powodow.
Po pierwsze znam ten pakiet i uzywam go a po drugie jest on dostgpny, poprzez UCI, dla
wszystkich pracownikéw i studentéw AGH. Oprogramowanie MATLAB (skrét od MATrix
LABoratory) wykonane zostalo na bazie jezyka C i posiada duzo uzytecznych funkcji
utatwiajacych operacj¢ na macierzach. Hastem przewodnim MATLABa jest: po co traci¢
zycie na pisanie petli 1 jako uzytkownik moge stwierdzi¢, ze jest to prawda a nie slogan
reklamowy (wczesniej pracowalem w FORTRANIE). Z doswiadczenia mojej pracy ze
studentami moge¢ stwierdzi¢, ze osoby majace wczesniej stycznos¢ z jezykiem typu C lub
FORTRAN, po pierwszych dwugodzinnych zajeciach moga praktycznie samodzielnie
rozpocza¢ prace w srodowisku MATLABa.

Wracajac do SSN to, jezeli mamy przygotowane zbiory danych uczacych X i Z (patrz
poprzedni rozdzial) i chcemy zaprojektowac¢ okres$long sie¢ to wystarczy napisa¢ nastgpujaca

linijk¢ programu:

net = newff (minmax(X), [5 8 3], { ‘pulelin’ ‘tansig’ ‘logsig’ }, ‘traingda’);



Realizacja tej linii spowoduje, Zze pod nazwa net bedziemy mieli sie¢ tréjwarstwowa o liczbie
komérek, w kolejnych warstwach, réwnej 5, 8, 3 i odpowiednich funkcjach aktywacji:
liniowa (pulelin), tangens hiperboliczny (tansig) i sigmoidalna (logsig) , oraz algorytm
uczacy wstecznej propagacji btedu oparty na metodzie gradientu z adaptacyjna zmiang
wspolczynnika uczacego (traingda). Dla graficznego zobrazowania takiej sieci mozna
poprzez narzedzie nntool wczytac taka sie€ i aktywujac instrukcje view otrzymac obraz

przedstawiony na Rys. 5.

Rys. 5. Obraz zaprojektowanej sieci” net”

W sieci tej (net) znajduje si¢ ponadto wiele innych parametréw (np. liczba krokéw iteracji,
rodzaj funkcji uczacej, minimalna warto$¢ gradientu itd.), ktére mozemy zdeklarowaé w
kolejnych liniach programu a jezeli tego nie zrobimy to przyjmowane sa arbitralnie

,harzucone” warto$ci. Kolejna linia programu wywotuje proces uczenia i ma ona postac:

net = train(net,X,Z);

Realizacja tej linii wywoluje proces uczenia, w ktérym zmieniane sg wagi sieci net, zgodnie z
zadanym algorytmem tak, aby zminimalizowa¢ btad pomigdzy odpowiedzig sieci a zbiorem
uczacym Z. W czasie tego procesu wyswietlany jest wykres zmian wartosci btedu w
kolejnych krokach iteracji. Uzyskanie na tym etapie duzej zgodnos$ci (matego btedu)
pomigdzy wartosciami Z a wartosciami uzyskanymi z sieci nie daje jeszcze podstaw do
stwierdzenia, ze sie¢ spelnia nasze wymagania. Na tym etapie moze nastapi¢ tak zwane
przeuczenie sieci lub nauczenie na pamiec. Chodzi o to, ze jezeli dla tak ,,dobrze” nauczonej
sieci wprowadzimy dane, na ktérych sie¢ nie byla uczona to uzyskamy wyniki obarczone
duzym blgdem. Aby sprawdzi¢ czy sie€ nie jest obarczona w/w wada nalezy posiada¢ w
»zapasie” tak zwany zbidr danych testujacych X, Z;. Dane te nie moga by¢ uzyte w procesie
uczenia. W tym momencie dla nauczonej sieci net podajemy dane wejsciowe X; i wyliczamy

odpowiedz sieci Y;. W naszym przypadku realizujemy to instrukcja:



Y, = sim(net, X,);

Teraz wystarczy poréwnaé wartosci Z, z Y,. i podja¢ decyzje czy uzyskujemy zadawalajace
nas wyniki czy nie. Powyzszego przyktad pokazuje, ze posiadajac odpowiedni program
wystarczy napisa¢ kilka linijek instrukcji i mamy zaprojektowana, nauczona i przetestowana
sie¢ neuronowa. Podany przyktad jest stosukowo prostym przypadkiem sieci z
jednokierunkowym przeptywem sygnatu (informacji) i metoda uczenia z nauczycielem. Tego
typu sieci sa obecnie powszechnie stosowane. Z ustnych przekazéw (czyli z nieznanag
doktadnoscia) styszatem, ze jest to okoto 80% zastosowan SSN.

W tym miejscu nasuwaja si¢ nastgpujace pytania:, jaka architekturg sieci wybra¢ na
wstepie, co robi¢, jezeli wyniki uczenia sieci nas nie zadawalaja, czy dane uzywane do
uczenia sieci nalezy wstgpnie przetwarzac a jezeli tak to jak to robi¢, jak projektowac sieci ze
sprzezeniami zwrotnymi, jak podawac sygnaty wejsciowe z opdznieniem itd. Na wszystkie te
pytania istnieja mniej lub bardziej precyzyjne odpowiedzi, ale o tym juz moze przy nastgpnej

okazji.

Przyklad zastosowania SSN

Na zakonczenie przedstawi¢ przyklad, z wiasnego podworka, zastosowania SSN.
Jednym z szerszych zastosowan SSN jest rozpoznawanie, klasyfikacja czy odszumianie
obrazéw. Pojecie obrazu ma w tym przypadku znacznie szersze znaczenie od potocznego
rozumienia tego stowa. Jako obraz mozemy przykltadowo rozumie¢ funkcje zaleznoS$ci
uzyskanych na drodze pomiaru. Przykladem takiej funkcji jest tak zwane widmo
spektrometryczne uzyskane z pomiaru probki zawierajacej izotopy promieniotworcze
emitujace promieniowanie gamma o rdéznych energiach. Aby nie zaglgbia¢ si¢ tutaj w
zagadnienia fizyki jadrowej przedstawig to nast¢pujaco. Zalézmy, ze mamy probke ztozong z
izotopéw emitujacych fotony gamma o 16 réznych energiach. Réwnocze$nie intensywnos$¢
emisji poszczegdlnych fotonéw (liczba emitowanych fotonéw na jednostke¢ czasu) jest r6zna
dla r6znych energii.

Zakladajac hipotetycznie, ze posiadamy idealny detektor, spektrometryczne widmo z
takiej probki wygladatoby tak jak na Rys. 6 i mozna je nazwa¢ widmem pierwotnym. Na osi
poziomej tego wykresu jest energia a o$ pionowa odpowiada intensywnos$ci promieniowania.

Majac taki wykres bez problemu odczytujemy energi¢ fotonéw oraz ich intensywnos¢



promieniowania, czyli wielkosci, o ktére nam chodzi w analizie spektrometrycznej. Problem
w tym, ze taki detektor nie istnieje.

Jednym z powszechnie stosowanych detektorow promieniowania gamma jest detektor
scyntylacyjny. Nalezy on do grupy detektorow spektrometrycznych, lecz ze wzgledu na
okreslone procesy detekcji i wzmacniania sygnatu powoduje on stosunkowo duze
znieksztatcenia widma spektrometrycznego. Na Rys. 7 pokazane jest widmo pomiarowe z
takiego detektora, ktérego odpowiednikiem jest widmo pierwotne (Rys. 6). Analiza

spektrometryczna takiego widma pomiarowego jest trudna a cz¢sto niemozliwa do
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Rys. 6. Widmo pierwotne promieniowania gamma
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Rys. 7. Widmo promieniowania gamma z detektora scyntylacyjnego



wykonania. Na wskutek rozmycia pikdw, pochodzacych od réznych energii fotonéw gamma,
nastgpuje ich naktadanie i sa one w widmie nierozréznialne. Z tych samych przyczyn
wyznaczenie intensywno$ci promieniowania dla poszczegdlnych energii fotonéw gamma jest
czesto niewykonalne. Rozwiazaniem byloby przeksztalcenie widma pomiarowego w widmo
pierwotne, tylko jak to zrobi¢?

Potraktujmy proces detekcji detektorem scyntylacyjnym jako transformacj¢ widma
pierwotnego w widmo pomiarowe. Jezeli ta transformacja jest jednoznaczna to wystarczy
zrobi¢ transformacj¢ odwrotna i problem mamy rozwiazany. Latwo napisa¢, ale trudno
wykona¢. Podstawowy problem tkwi w matematycznym okresleniu funkcji transformacji a
wynika to z braku precyzyjnego modelu opisu detekcji i wzmacniania sygnatu w detektorze
scyntylacyjnym.

W przypadku braku odpowiednich modeli podstawowa metoda dziatania jest zebranie
odpowiedniej liczby danych doswiadczalnych i okreslenie szukanych zaleznosci. Sa to
najczgséciej analityczne zaleznoSci dla funkcji wynikajacych z ogdlnych teorii, ale o
nieznanych parametrach, lub arbitralnie ustalonych funkcji wynikajacych z analizy danych
doswiadczalnych i aproksymacji tych funkcji do tych danych. W nauce a zwlaszcza w
technice metoda ta jest szeroko stosowana. W przypadku arbitralnie ustalonych funkcji na
postawie obrazu (wykresu), jaki uzyskujemy z danych doswiadczalnych metoda ta daje dobre
wyniki dla jedno lub dwu wymiarowych funkcji. Tutaj nasza wyobraznia, wytrenowana przez
nauczycieli matematyki, pozwala nam tworzy¢ obrazy funkcji jednowymiarowych bez
wigkszych probleméw. Z funkcja dwuwymiarowa juz zaczyna by¢ trudniej, cho¢ w dniu
dzisiejszym programy graficzne pozwalaja na latwe obrazowanie takich zaleznosci i
ogladanie ich pod dowolnymi katami (w doslownym znaczeniu). Sprawa staje si¢ bardzo
trudna, kiedy nie tylko dziedzina funkcji ma charakter wielowymiarowy, ale i warto$ci
funkcji sa wielowymiarowe. Do takich przypadkow doskonale nadaja si¢ SSN i zagadnienie
to nazywane jest aproksymacja wielowymiarowa.

Wracajac do naszego przykladu okazuje sig, Ze wystarczy bardzo prosta
jednowarstwowa liniowa SSN pozwalajaca na przeksztalcenie pomiarowego widma
spektrometrycznego (Rys. 7) w widmo pierwotne (Rys. 6). Oczywiscie, aby otrzymac taka
sie¢ nalezy przygotowac¢ odpowiedni zbiér uczacy i przeprowadzi¢ proces uczenia tej sieci.
Laczac taka SSN z detektorem scyntylacyjnym mozemy otrzymac ,,idealny detektor”, ktory

pozwala uzyska¢ widmo pierwotne. Jak zawsze tak 1 tutaj sa pewne ograniczenia.



Podstawowym ograniczeniem jest to, ze taki uktad nie rozpozna energii fotonu gamma, jezeli
nie byla ona uwzgledniona w zbiorze uczacym. Na dokladke wystapienie takiej energii
zafalszuje wyniki intensywnosci promieniowania fotonéw o energii zblizonej do tej nieznanej
przez sie¢ energii. W przypadku, kiedy SSN byta uczona dla danej energii fotonu a w widmie
pomiarowym ona nie wystgpuje, to sie¢ prawidlowo podaje, ze intensywno$¢ promieniowania
takich fotonéw wynosi zero. I znowu mamy pigkna analogi¢ do dzialania naszego mézgu,
czyli nie rozpoznamy osoby na zdjgciu, jezeli jej nie znamy (trywialne), ale jezeli jest tam
osoba bardzo podobna do kogo$, kogo znamy to mozemy fatszywie ja rozpoznaé. A nie daj
Boze to zdjecie pokazuje nam prokurator i konsekwencje dla falszywie rozpoznanej osoby
moga by¢ bardzo nieprzyjemne. Natomiast, jezeli kogo$ dobrze znamy to latwo mozemy
stwierdzi¢, ze go nie ma na tym zdjgciu.

Przedstawiony problem nalezy do dziedziny aproksymacji wielowymiarowej, ale
jezeli kto$ si¢ pogubil w tej wielowymiarowosci to moze to potraktowac jako odszumianie,
czyli wydobywanie istotnych cech z zaszumionego obrazu. Z zagadnieniami tego typu lub
bardzo podobnymi mamy, do czynienie w powszechnie obecnie stosowanej tomografii
komputerowej. Niestety trudno jest znalez¢ szczegétowe publikacje na ten temat. Wynika to z
faktu, ze jest to z zakresu know-how, czyli co$, za co trzeba placi. I tak jest w wielu innych

technicznych zastosowaniach SSN.

Podsumowanie

Mam nadziejg, ze artykul ten przyblizyl czytelnikowi pojecie ,,Sztuczne Sieci
Neuronowe”, pokazujac ich genezg oraz podstawowa struktur¢ i przyktad zastosowania.
Dostegpna obecnie literatura i oprogramowanie pozwala na podjecie samodzielnych préb
»zabawy” ze SSN. W takim przypadku wazne jest, aby mie¢ $cisle okreslony problem i cel,
jaki chce si¢ osiagna¢. Osobom mniej samodzielnym, a zainteresowanym SSN, polecam
kursy na temat SSN. Ze swojej praktyki uwazam, ze istotnym elementem takich kurséw jest
mozliwos¢ samodzielnego wykonania okreslonych projektow. Samo wystuchanie lub
przeczytanie, czasami bardzo ekscytujacych opowiesci o Sztucznych Sieciach Neuronowych

czy Sztucznej Inteligencji to za mato, aby potem co$§ samodzielnie zrobic.
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